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Zusammenfassung

In diesem Beitrag werden konnektionistische Lernverfahren fiir die wissensbasierte Diagno-
se technischer Systeme vorgestellt. Es werden zwei Problemstellungen untersucht: die Progno-
se von Signalverldufen technischer Zustandsgréfien sowie die diagnostische Klassifikation von
Systemzustéinden und die Ergebnisse der Untersuchungen dargestellt.

1 Einleitung

Diagnosesysteme haben die Aufgabe, Fehlerzustidnde zu erkennen und Reparaturvorschlige zu er-
stellen, um das betroffene technische System moglichst schnell wieder in einen funktionstiichtigen
Zustand tiberfithren zu kénnen. Dazu wird Wissen {iber den physikalischen Aufbau und die funk-
tionale Struktur des technischen Systems, iiber Fehlersymptome und deren moglichen Ursachen,
iiber Priif- und Reparaturvorschldge sowie iiber Diagnoseverfahren benétigt. Bei den wissensba-
sierten Diagnosesystemen haben zwei prinzipiell unterschiedliche Verfahren Anwendung gefunden:
die assoziative und die modellbasierte Diagnose. Im Rahmen unserer Forschungstétigkeiten sind
beide Konzepte erprobt worden [15, 18]. Dabei hat sich gezeigt, daf eine Kombination beider Me-
thoden sinnvoll ist, wobei der assoziative Ansatz zur schnellen Diagnose schon bekannter Fehler
und der aufwendigere, modellbasierte Ansatz zur Diagnose bis dahin noch unbekannter Fehler
verwendet wird.

Voraussetzung fiir die Anwendung der genannten wissensbasierten Diagnosemethoden ist die
Akquisition des bendétigten Wissens fiir das Einsatzgebiet. Durch den Einsatz von Techniken des
maschinellen Lernens kann der Aufwand fiir die Wissensakquisition verringert werden. Von den vier
Paradigmen des maschinellen Lernens (induktiv, analytisch, genetisch, konnektionistisch [3]) haben
sich unsere Forschungsarbeiten zunéchst auf analytische Verfahren konzentriert [17, 24]. Auf der
Grundlage des reprisentierten Domédnenmodells werden mittels erklirungsbasierter und analoger
Lernverfahren Regeln gelernt und generalisiert, die zur effizienten Fehlerdiagnose verwendet wer-
den. Diese Lernverfahren kénnen allerdings nur bei der Existenz eines geeigneten Modells genutzt
werden. Da insbesondere bei komplexen technischen Systemen der Aufbau eines solchen Modells
nur mit sehr hohem Aufwand (wenn iiberhaupt) moglich ist, sind Lernverfahren zu erproben, die
ohne diese Voraussetzung auskommen. Es bieten sich dazu konnektionistische Lernverfahren auf
der Basis neuronaler Netze an.



2 Anwendungen konnektionistischer Lernverfahren fiir die
technische Diagnose

Konnektionistische Lernverfahren werden fiir verschiedene Problemklassen erfolgreich eingesetzt,
u.a. zur Klassifikation, als assoziative Speicher, zur Optimierung, zur Realisierung funktionaler
Abbildungen, zur Prognose oder zum Ahnlichkeitsvergleich von Mustern [8, 9, 10]. Dazu sind
unterschiedliche Lernverfahren wie z.B. Error-Backpropagation (EBP), Hebb, Widrow-Hoff oder
Kohonen entworfen worden [2, 7, 12, 22]. Fiir diagnostische Anwendungen sind vornehmlich klas-
sifizierende Netzwerke wie EBP- und selbstorganisierende Kohonen-Netzwerke von Interesse.

Der EBP-Algorithmus fiihrt ein iiberwachtes Lernen in Ebenen eines geschichteten Klassifizi-
kationsnetzwerkes durch, indem er die Gewichte der als Neuronen bezeichneten elementaren Klas-
sifikatoren durch Training mit Eingabemustern und den dazu gehorigen Ausgabemustern solange
zu verbessern sucht, bis das Netzwerk die Eingabemuster auf die Ausgabemuster mit geniigender
Genauigkeit abbildet [13]. Bei den selbstorganisierenden Kohonen-Netzwerken werden zwischen
den Neuronen Abstédnde und Nachbarschaften definiert, auf deren Basis ein Lernverfahren die Ge-
wichte der Neuronen derart modifiziert, dafl &hnliche Eingabemuster zur Erregung benachbarter
Neuronen fiithren [5, 25]. Die selbstorganisierenden Netzwerke lernen uniiberwacht und bilden da-
bei eine topologische Struktur des Eingabemusterraumes ab, die fiir Klassifikationszwecke genutzt
werden kann.

Error-Backpropagation- und Kohonen-Netzwerke sind u.a. zur akustischen Qualitatspriifung
von Elektromotoren, zur Fehlerdiagnose an CNC-Werkzeugmaschinen und zur Fehlerdiagnose von
Verbrennungskraftmotoren auf der Basis der Reibmomentanalyse eingestzt worden [1, 14, 23]. Neu-
ronale Netze sind mit geometrischen, statistischen und Fuzzy-Klassifikationsverfahren verglichen
worden und haben sich u.a. als adaptive, nichtlineare Musterklassifikatoren bewéhrt [6].

Das Ziel unserer Forschungsarbeiten ist die Erweiterung wissensbasierter Diagnosesysteme mit
den Fihigkeiten konnektionistischer Systeme, um implizite, nichtlineare Zusammenhénge zwischen
Fehlermerkmalen, insbesondere in hochdimensionalen Merkmalsrdumen, zu erkennen und um Ro-
bustheit gegeniiber Streuungseinflisssen bzw. Storeffekte zu erzielen. Desweiteren sollen mit Hilfe
konnektionistischer Lernverfahren der Akquisitionsaufwand von Diagnosewissen verringert und ei-
ne Adaption an veréinderliche Randbedingungen erméglicht werden. Dazu wenden wir neuronale
Lernverfahren bei folgenden Problemstellungen an:

e Lernen von Prognosen anhand von gemessenen Zustandsgrofien,
e Lernen von Fehlerklassifikationen anhand von prognostizierten Zustandsgrofien sowie

e die Kopplung konnektionistischer Lernverfahren mit symbolischer Wissensverarbeitung.

Zur Uberwachung technischer Systeme werden deren ZustandsgriBen gemessen bzw. beobach-
tet. Die Prognose der Zustandsgrdfsen ermoglicht ein friihzeitiges Erkennen von Fehlern. Mit Hilfe
neuronaler Netze soll aus den verrauschten Mefsignalen der weitere Signalverlauf vorhergesagt
werden, damit rechtzeitig Diagnosen gestellt und Mafinahmen eingeleitet werden, die zur Vermei-
dung schwerwiegender Fehler fiihren. Dazu wird die Fihigkeit von EBP-Netzwerken genutzt, Ap-
proximationen von Funktionen lernen, die vorgegebene Zeitreihen beschreiben. Dementsprechend
trainieren wir neuronale Netze mit Mefireihen der Zustandsgrofien des betrachteten technischen
Systems.

Ein weiteres Anwendungsgebiet, in dem wir konnektionistische Methoden erproben, ist das
Klassifizieren von Fehlern anhand von prognostizierten Zustandsgrofien. Neuronale Netze haben
dabei den Vorteil, daf} sie implizite Zusammenhénge lernen kénnen und wesentliche Merkmale der
beobachteten Muster herausstellen (Generalisierungseffekt). Sie kénnen Korrelationen zwischen
den Signalverldufen und Fehlerzustéinden entdecken, die zun#chst nicht bekannt sind.

Unter konnektionistischem Lernen wird die adaptive Anpassung von Gewichten und Verbin-
dungen im neuronalen Netz verstanden. Der Lernprozefi manifestiert sich damit in einem inneren
Zustand des neuronalen Netzes, der sich einer Interpretation verschlieft. Um das gelernte Wis-
sen zu nutzen und damit den Akquisitionsaufwand bei der Entwicklung wissensbasierter Systeme



zu veringern, mufl der innere Zustand eines neuronalen Netzes symbolisch interpretierbar sein.
Mit dieser Zielsetzung wollen wir einen Losungsansatz zur Kopplung konnektionistischer Lernver-
fahren mit symbolischer Wissensverarbeitung entwickeln, der auf dem Konzept der sogenannten
wissensbasierten neuronalen Netze aufbaut [21]. Bei diesen Netzwerken reprisentieren die Knoten
Bestandteile symbolischer Regeln. Der Aktionsteil einer Regel ist einem Knoten zugeordnet, der
eine Anzahl von Vorgédngerknoten besitzt. Die Vorgéingerknoten stellen den Bedingungsteil der
Regel dar, das heifit, jedem dieser Knoten wird eine entsprechende Bedingung zugeordnet. Das so
entstandene neuronale Netze wird mit einem modifizierten EBP-Algorithmus trainiert. Die gelern-
ten Regeln werden mit Hilfe des sogenannten NOFM-Algorithmus aus dem Netzwerk extrahiert
[4, 19, 20]. Dieser Algorithmus fafit die Gewichte der Knoten des trainierten Netzwerks in Gruppen
zusammen (Clustering), eliminiert Gruppen, die nicht zur Aktivierung eines Knoten beitragen und
leitet Regeln der Form ,,Wenn (N der M Vorgingerknoten aktiviert) dann ...“ ab. Wissensbasierte
neuronale Netze sind zum Erkennen von DNA-Sequenzen wie auch zum Lernen englischer Worter
(NETTALK) eingesetzt worden und haben dabei bessere Ergebnisse als das C4.5 System [11] er-
zielt, das mit Entscheidungsbiumen arbeitet. Wir beabsichtigen, diesen neuartigen Netzwerktyp
zum Lernen von Diagnoseregeln einzusetzen.

3 Erfahrungen mit konnektionistischen Lernverfahren bei
der technischen Diagnose

Aufgrund des Arbeitsfeldes des TPK Berlin stehen uns zur Erprobung der konnektionistischen
Lernverfahren reale Anwendungsprobleme aus dem Bereich der Werkzeugmaschinen und Produk-
tionsanlagen zur Verfiigung. Um konnektionsitische Methoden anwenden zu kénnen, wird eine
ausreichende Menge von Falldaten benttigt, mit denen ein neuronales Netzwerk trainiert, getestet
und bewertet werden kann. Falldaten {iber das Verhalten eines technischen Systems werden durch
Messungen wihrend des Betriebs ermittelt oder durch experimentelle Versuchsmessungen erzeugt,
bei denen bestimmte Fehlerzustdnde provoziert werden.

Als Anwendungsfeld wollen wir die Diagnose von Hauptspindellagerungen vorstellen. Am IPK
Berlin sind Untersuchungen iiber Schadensverldufe an Hauptspindellagerungen durchgefiihrt wor-
den, dabei sind Schidigungsformen am Versuchsstand simuliert worden. Als Kenngrofien sind die
Temperatur, der Vorspannungs- und der Laufflichenzustand des untersuchten Lagers gemessen
worden. Die gemessenen Signale dienen uns als Falldaten.

Bei der Prognose der Signalverliufe wird der Merkmalsraum durch mehrere, dquidistant aufein-
anderfolgende Werte der Kenngréfen beschrieben, die innerhalb eines betrachteten Mefintervalls
liegen. Die Folge der jeweils zu prognostizierenden Werte einer Kenngrofie liegen innerhalb eines
sogenannten Prognoseintervalls (Abbildung 1). Zur Prognose haben wir ein kurzes Meflintervall
von fiinf MeBpunkten (n-4 bis n) gewithlt, damit Uberginge zum Fehlverhalten schnell erkannt
werden. Die Verwendung von grofien Meflintervallen wiirde dagegen zur Trégheit der Progno-
se fithren, da friithe MeBpunkte, die weit vor dem Ubergang zum Fehlverhalten liegen, Einfluf
auf die prognostizierten Werte hitten. Um vorzeitig das Fehlverhalten des Systems erkennen zu
konnen, werden drei zukiinftige Mefiwerte prognostiziert. Die Prognose von mehr als drei Mefwer-
ten erscheint nicht sinnvoll, da die Prognosegiite bei ldngeren Prognoseintervallen immer mehr
abnimmt. Als Lernverfahren zur Prognose der Signalverldufe haben wir iiberwachtes Lernen mit
einem EBP-Algorthmus durchgefiihrt. Das verwendete EBP-Netzwerk besteht aus der Eingabe-
schicht zur Eingabe der kodierten MeBgréfien des Meflintervalls, einer verdeckten Schicht (,,hidden
layer®) und der Ausgabeschicht fiir die zu prognostizierenden Werte des Prognoseintervalls. Um
die Konvergenz des Lernvorgangs zu verbessern, wurden die Lernrate und der Dadmpfungsterm der
Delta-Regel variiert. Wir konnten mit den konnektionistischen Lernverfahren gute Prognoseergeb-
nisse erzielen, der relative Fehler der prognostizierten Werte lag maximal bei 8%.

Als nichster Diagnoseschritt ist aus den gemessenen und prognostizierten MeBwerten eine
Fehlerklassifikation durchzufithren. An den Lagern sind vier Fehlerklassen untersucht worden. Der
betrachtete Merkmalsraum besteht aus drei gemessenen und drei prognostizierten Werten. Als kon-
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Abbildung 1: Darstellung des Zeitintervalls zur Prognose von Signalverldufen

nektionistisches Lernverfahren haben wir wiederum iiberwachtes Lernen mit Error-Backpropagation
eingesetzt. Die Anzahl der Lerndaten betrug je 126 Daten fiir drei Fehlerklassen, fiir die vierte
Fehlerklasse standen nur 10 Lerndaten zur Verfiigung. Die Testmengen bestanden aus 63 bzw. 5
Datensétzen. Von den Testdaten wurden fiir eine Fehlerklasse maximal 7 falsch klassifiziert. Es ist
vorgesehen, diese Ergebnisse mit anderen Klassifikationsverfahren zu vergleichen. In Abbildung 2
ist die Netzwerkarchitektur zur Prognose von Signalverldufen und zur Fehlerklassifikation darge-
stellt. Die prognostizierten Mefiwerte des 1. Netzwerkes werden an die Eingéinge des 2. Netzwerkes

angelegt.
X2 —>\EBP 2
Xn—] »
X 4—>¥EBP 1 X, —
X 3 " X e »
Xn-Z —_— —Xn+2—>
Xn-1 Xn+3 >
Xn RN y
n-2 —————
Yn-4 > Xl ———
Yn-3 > Yp ———
Yn-2 - —Y pp 1
yn-1 » yn+‘¢
Yn > —Y e3>
Zng —>
Zﬂ 3 B —Zn 2—>
) —>Z Zn-1 -
Zr]_1 —>% _Zn—>
Zn — Zn+1 [EEE—
) »
Prognose Lz —>

Fehlerklassifikation

Abbildung 2: Prinzipielle Darstellung der erlduterten EBP-Netzwerkarchitektur

Unsere bisherigen Versuche, die mit dem neuronalen Netzwerksimulator NeuralWorks Profes-
sional 1T/Plus durchgefiihrt wurden, haben gezeigt, da EBP-Netzwerke fiir diese diagnostischen
Problemstellungen einsetzbar sind. Es wurden unterschiedliche Netzwerkgrofien ausprobiert und



die Netzwerkparameter wie die Lernregel (Hebb-, Delta-, kumulative Delta-Regel u.a.), die Aus-
gabefunktion (Linear, Sigmoid, Sinus u.a.) oder die Lernparameter (Lernrate, Ddmpfung) variiert.
Ein weiterer Schritt unserer Forschungsarbeiten wird die Erprobung von wissensbasierten neuro-
nalen Netzen zum Lernen von Diagnoseregeln sein. Da die benotigten Lernverfahren und Algorith-
men in kommerziellen Netzwerksimulatoren nicht zur Verfiigung stehen, werden wir eine eigene
Implementation durchfithren.

4 Aufbau des Diagnosesystems

Die erprobten konnektionistischen Lernverfahren sollen in ein wissensbasiertes Diagnosesystem
integriert werden. Grundlage fiir das wissensbasierte Diagnosesystem ist das System HyperDe-
sign, das am IPK in der objektorientierten Programmierumgebung Smalltalk entwickelt wird [16].
HyperDesign stellt zum Aufbau von Wissensbasen Repriisentationsformen wie Frames und seman-
tische Netze zur Verfiigung, zur Wissensverarbeitung wird ein vorwirtsverkettendes Regelsystem
verwendet. HyperDesign verfiigt auflerdem iiber Werkzeuge zur effektiven Gestaltung graphischer
Benutzungsoberflichen. Zur Erweiterung des Systems werden neuronale Netzwerke und deren
Schnittstellen zur Wissensreprésentation und -verarbeitung in Smalltalk implementiert.
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Dieser Beitrag entstand im Zusammenhang mit dem DFG-Projekt , Integration symbolisch orientierter und

konnektionistisch orientierter Lernverfahren fiir die Diagnose®, das von Prof. Dr.-Ing. D. Specht geleitet wird.



